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Uvod

Podla predpovedi renomovanych institucii sa ukazuje, Ze zemny plyn bude jednym
z najdoleZitejsich zdrojov energie blizkej budicnosti. Ci ui sa pozrieme na predpovede
International Gas Union [1], The European Union of the Natural Gas Industry [2], alebo
spravu U.S. Energy Information Administration [3], vSetky predpovedaju priblizne linedrny
rast spotreby zemného plynu. Percentudine by malo ist o ndrast v rozmedzi priblizne 1 az 6 %
za rok v zavislosti od toho, ¢i hovorime o raste spotreby v domacnostiach, v priemysle alebo
vo vyrobe elektrickej energie zo zemného plynu. Narast spotreby plynu logicky vedie
k ndrastu jeho tazby a prepravy k zakaznikom, ¢o v désledku znamend aj narast celkovych
nakladov prepravy. O to dbleZitejSou sa stava otazka zlepsenia efektivity prepravy plynu.

V dizertacnej praci sme sa sustredili na ulohy spojené s tranzitnymi vysokotlakymi
plynovodnymi systémami (tlak prepravovaného média je vacsi ako cca 0,4 MPa). Konkrétne
sme rozoberali Ulohy pre uréenie maximalneho prietoku sustavou, minimalizacné ulohy
(minimalizacia spotrebovanej energie alebo spotreby plynu na pohon, resp. minimalizacia
celkovych prevadzkovych nakladov) pri vopred zadanych prepravnych poZiadavkach, ako aj
ulohy veduce na multikriteridlnu optimalizaciu.

Ciel

Cielom predkladanej prace bolo najst vhodnu metodoldgiu na rieSenie vybranych
optimalizacnych uloh pri preprave médii v plynovodnych potrubnych systémoch. V tejto
praci su navrhnuté modifikacie algoritmov evoluénych stratégii, pomocou ktorych je mozné
rieSit viaceré triedy optimalizacnych uUloh pri preprave plynu. Testovanie algoritmov bolo
realizované pomocou softvérovej implementacie na modeli realnej linearnej tranzitnej
sustavy.

Prehl’ad sucasného stavu rieSenej problematiky

Ulohy stacionarnych optimalizacii pri preprave plynu potrubnymi systémami si pomerne
dobre spracovanou oblastou. Samotny problém sa zvycajne definuje ako uloha
matematického programovania, ktora sa potom riesi Sirokou Skdlou deterministickych
alebo stochastickych optimalizacnych metdd. Napriklad Pratt a Wilson v [4] pouZili zmieSané
celoCiselné programovanie (mixed integer linear programming), Percel a Ryan [5]
zovseobecnenu redukovanu gradientnid metédu (generalized reduced gradient method
(GRG)), alebo Flores-Villarreal a Rios-Mercado, ktori v [6] tiez pouzili GRG metddu na cyklické
aj necyklické siete.



Zatial' najuspesnejsimi su pristupy zaloZzené na dynamickom programovani (DP). Wong a
Larson v roku 1968 publikovali prace [7], [8], kde ako prvi pouzili DP na rieSenie
optimalizacného problému pre siete slinedarnou astromovou topoldgiou (vzhfadom na
umiestnenie kompresorovych stanic). Prvy komeréne UspesSny optimalizaény program pre
siete so stromovou topoldgiou, ktory bol zalozeny na DP, vyvinul Zimmer [9] uZ v roku 1975.
Pokusy riesit pomocou DP aj ulohy s cyklickymi sietami boli inSpirované pristupmi z prac [10]
a [11] z chemického inZinierstva. Uceleny prehlad vyvoja a zakladné principy DP mozno najst
v Carterovej praci [12]. Z pohladu praxe su metddy zaloZzené na DP velmi vhodné a Siroko
pouzivané pre jednoduchsSie problémy, najma na linedrnych a stromovych sietach. Pri
cyklickych problémoch vsak ¢as potrebny na vyrieSenie ulohy nelnosne narasta, a tak
metddy zaloZzené na DP pri takychto uUlohach stracaju svoju najvacsiu vyhodu.

Autori v [13] rieSili multikrieridlnu optimalizaciu pre minimdlnu energiu a su¢asne maximalny
prietok. Ulohu definovali pomocou matematického programovania atento model riesili
pomocou PSO (partical swarm optimization) a genetickych algoritmov. Model testovali na
redlnej sieti, ktora vSak pozostdvala len zo Styroch paralelnych kompresorov, Styroch
chladicov plynu a jedného potrubia.

Z pohladu praktického uplatnenia maju tieto pristupy niekolko zdvaznych nedostatkov:
samotny model prudenia plynu potrubim je zjednoduseny — neberie do Uvahy zmeny teploty
plynu pri jeho kompresii a interakcii s okolitym prostredim, ani zmeny nadmorskej vysky
pozdiz potrubi. Pritom napr. v [13] bolo ukazané, Ze aZ 25 percent udetrenych prostriedkov
bolo dosiahnutych vdaka optimdlnemu schladeniu plynu za kompresorovymi stanicami.
Model kompresorovej stanice byva prili§ zjednodudeny a tym nepresny. Dalej, kazda zo
spominanych metdd je urcend len na istu Specificki Ulohu staciondrnej optimalizacie a
zvycCajne len pre siete s linearnou topoldgiou.

Metody pouzivané v praci

Nas pristup k hladaniu optimalneho rieSenia spominanych uloh je zaloZeny na rozloZeni
hladania optima do dvoch Urovni: lokdlnej — optimalizacia jednej kompresorovej stanice
a globalnej — optimalizacia potrubnej siete ako celku. Tieto dve Urovne zaroven vedu
k rozdeleniu rieSenia optimalizacie na

— deterministicki ¢ast, prezentovanu stacionarnou simuldciou, vramci nej su
implementované lokdlne optimalizacie kompresorovych stanic,

— stochasticku cast, konkrétne v nasom pripade je to optimalizacnd metdéda evolucéné
stratégie, vyuZivajucu vysledky deterministickej €asti na priradenie hodnoty ucelovej
funkcie kandidatovi na riesenie.



Stochastické evolu¢né metddy pouZivaju staciondrne simulacie ako velmi zloZitu
a komplexnu Gcéelovu funkciu. Aby ich mohli tieto metddy pouZivat ako ciernu skrinku, musia
tieto stacionarne simulacie spifiat pre nase Gcely viaceré kritéria.

Stacionarna simulacia musi vediet spocitat stacionarny stav po zadani

— okrajovych tlakovych resp. prietokovych podmienok, teplota sa zaddva na vstupnych
(tlakovych aj prietokovych) uzloch

— tlakovych obmedzeni na prietokovych vstupnych resp. vystupnych uzloch, v pripade
potreby aj tlakovych obmedzeni na vnutornych uzloch siete

— kompresnych pomerov na kazdej kompresorovej stanici
— vykonovych obmedzeni pohonov jednotlivych kompresorov

— vonkajSej teploty ovzduSia, ktora determinuje obmedzenia pohonov jednotlivych
kompresorov

— tlakovych nastaveni pre regula¢né armatury

Ak je zadanie také, Ze existuje stacionarny stav, ktory ho realizuje, po vypocte budeme
pozadovat, aby bola kazda kompresorova stanica optimalizovand vzhladom na zadané
minimalizaéné kritérium staciondrnej simulacie (spotreba energie, plynu na pohon alebo
celkové prevadzkové ndklady). To znamend, Ze budu uréené pocty, zapojenia a otacky
prevadzkovanych kompresorov na kazdej kompresorovej stanici. Predpoklad vyplyva z toho,
Ze poziadavka dodrzania zadaného kompresného pomeru nie je jednoznaéna — pre
dostatoCne zloZitu kompresorovu stanicu existuje zvycajne viacero rdznych zapojeni
kompresorov v tejto kompresorovej stanici, pri ktorych ma tato stanica zadany kompresny
pomer — optimalizacia na zadané kritérium potom prirodzene poskytuje jednoznacnost
rieSenia.

Dalej, ¢as vypoctu staciondrnej simuldcie musi byt, vzhladom na velké mnoZstvo potrebnych
vycisleni hodnotovej funkcie, dostatocne kratky.

Staciondrna simulacia teda optimalizuje zapojenie kompresorov na lokalnej Urovni — na
urovni kompresorovej stanice. Pre potreby tejto prace budeme stacionarnu simulaciu
povazovat za Ciernu skrinku, ktord pre dané vstupné parametre (kompresné pomery,
nastavenia regulatorov, stav ventilov a okrajové podmienky) zisti, ¢i zadanie reprezentuje
stacionarny stav a ak 4no tento stav vrati ako vysledok. Zhrnieme len, Ze pouzivame
simulaciu zalozenu na uplnom jednorozmernom modeli turbulentného pradenia plynu v
potrubi. Jej implementdcia je zaloZzend na modifikovanej Hardy-Cross metdde a dostatocna
rychlost vypoctu bola dosiahnuta pomocou hierarchického zjednodusenia siete (tzv. multi-
level network method) [14], [15].

Pri optimalizacii siete ako celku hladame také kompresné pomery vsetkych kompresorovych
stanic a pripadnych dalSich riadiacich parametrov prepravného systému (napr. nastavenie



regulatorov alebo okrajovych podmienok stacionarnej simuldcie), aby sledovany globdlny
parameter dosiahol optimalnu, pripadne optimu dostatocne blizku hodnotu.

Jednokriterialna optimalizacia

V samotnej implementacii evoluénych stratégii sme sa na zaklade numerickych testov
rozhodli pouZit modifikovany typ (u + A)-ES so samoadaptivnymi smerodajnymi odchylkami,
bez kovarian¢nej matice. Symbolom u oznacujeme pocet rodi¢ov v populacii aA oznacuje
pocet potomkov. Symbol + znamena, Ze o preZitie budu sutazit rodicia spolu s potomkami
(na oznacenie modifikacie evoluénych stratégii sa okrem symbolu + pouziva aj ciarka, ¢o
znamena, Ze o preZitie spolu sutaZia len potomkovia a na rodic¢ov sa ,,zabudne”). Nakoniec
pod pojmom samoadaptivnhe smerodajné odchylky mame na mysli princip, kedy aj vektor
parametrov o (pomocou ktorého sa pouZitim normalneho rozdelenia s parametrami N (0, o)
generuju novy potomkovia) podlieha evolducii.

Pozndmka: Pod konStatovanim ,bez kovariancnej matice” mame na mysli reprezentdciu jedinca len
pomocou vektorov x a g, teda bez vektora rotdcii 8. Pri numerickom testovani sa ukdzalo, Ze pri
pouziti vektora rotacii sa v niektorych pripadoch doba vypoctu az zdvojndsobila.

Vieme, Ze jedinec v evoluénych stratégidch je reprezentovany vektorom realnych d&isiel. Ak
siet, na ktorej budeme realizovat optimalizacné vypocty obsahuje n kompresorovych stanic,
jedinec bude reprezentovany vektorom 2n realnych d&isiel (x, ). Prvych n Cisiel x; bude
reprezentovat kompresné pomery, pricom x; € {1; [K/™"; K™3X ]} reprezentuje
kompresny pomer v i-tej kompresorovej stanici. Kimin > 1 reprezentuje minimalny
kompresny pomer a K" maximdlny kompresny pomer, ktory méze dosiahnut i-ta
kompresorova stanica. Hodnota 1 reprezentuje stav, kedy kompresorova stanica nekona
Ziadnu kompresnu pricu aje teda premostend (je vstave bypass). Hodnoty a; >0
reprezentuju smerodajné odchylky pre jednotlivé i-te kompresné pomery Xx;.

Pre vybrany optimalizovany parameter ziskame hodnotu uUcelovej funkcie az po spocitani
stacionarneho stavu pre danu volbu kompresnych pomerov.



Pri vytvarani pociatocnej populdcie (pre viaclenné populacné stochastické optimalizacné
metddy) je vyhodné mat ¢leny tejto populacie rovnomerne rozloZzené v priestore pripustnych
rieSeni. Na obrazku ¢.1 je zobrazeny priestor pripustnych rieSeni, aj s danymi hodnotami
Ucelovej funkcie, spotreby plynu (v kg/s) kompresorovymi stanicami. Vtomto konkrétnom
pripade su to redlne data zo staciondrnych vypoctov pre realnu slovensku tranzitna sustavu.
Aby bolo mozné vysledky vizualizovat, simulovali sme stav, kedy su do prevadzky zapojené
len dve zo Styroch kompresorovych stanic (KS1 a KS3). Ako je zrejmé z obrazka, ucelova
funkcia, aj samotnd oblast pripustnych rieseni, je pomerne zloZitd a nespojita. Oblast
pripustnych rieseni byva ¢asto velmi Uzka, ¢o potom vedie k problému najst vébec nejaké
pociatocné pripustné rieSenie len nahodnym generovanim atribitov (v tomto pripade
kompresnych pomerov) jedinca.

Obradzok ¢.1. Spotreba plynu dvoma kompresorovymi stanicami (KS1 a KS3) v kg/s, pricom
kompresorové stanice KS2 a KS4 nie su zapojené do prevadzky.

V takom pripade si musime vystacit napriklad aj s jedinym jedincom pociato¢nej populacie.
Ukdzalo sa, Ze aj takdto mald pociato€na populdcia staéi na to, aby uZ po niekolkych
generacidach bola populacia diverzifikovana po priestore pripustnych rieSeni a aby
prehladavacie schopnosti algoritmu neboli poskodené.

Pre tvorbu novych jedincov sa na praktickych ulohach najlepsie osvedcili evolu¢né stratégie
s jednoduchym evoluénym operatorom — len jeden rodi¢ a samoadaptivna smerodajna



odchylka. Rodi¢a vyberieme z populdcie ndhodnym vyberom, pricom kazdy jedinec ma
rovnaku pravdepodobnost vyberu, ur¢end uniformnym rozdelenim. Potom podla vztahu:

a_/ — O.eN(O,AO')’ (1)

kde Ao je parameter metddy, ktory Schwefel ([25]) odporuca nastavit na hodnotu
Ao =

, modifikujeme smerodajné odchylky a nakoniec podla vztahu:
n

%H

x'=x+ N(0,0"), (2)

vytvorime atribuity nového potomka. Potom, ako sme vygenerovali premenné parametre
nového jedinca, je potrebné overit, ¢i tento jedinec patri do mnoziny pripustnych rieseni,
teda ¢i jeho atributmi v spojeni s okrajovymi podmienkami je definovany nejaky
realizovatelny stacionarny stav. Ak je tomu tak, treba eSte podla typu optimaliza¢nej ulohy
zistit hodnotu ucelovej funkcie. Ak novy jedinec nedefinuje realizovatelny stacionarny stav,
je potrebné sa pokusit vygenerovat pomocou (1) a (2) nové atributy jedinca a proces
overovania opakovat.

Proces overovania pripustnosti testovaného riesenia (jedinca) znamena spocitat stacionarny
stav prudiaceho redlneho plynu potrubnym systémom pre dané okrajové podmienky
a atributy jedinca (kompresné pomery). Z pohladu vypoctovej ndrocnosti zaberd vypocet
staciondrneho stavu najviac ¢asu. Je zrejmé, Ze pre potreby praxe je dolezita nielen
dostatocna presnost navrhovaného optimalizacného vypoctu, ale aj ¢o najkratsia doba
vypoctu. Preto ak samotny jeden stacionarny vypocet uz nie je mozné viac urychlit, potom
v zasade existuju dve moznosti, ako skratit celkovy ¢as optimalizacného vypoctu:

— Paralelizdcia: moderna architektira dneSnych procesorov umoznuje sucasny beh
viacerych vypoctovych vldkien. To je mozné vyuZit na to, aby sa vykonavalo sucasne
viacero stacionarnych vypoctov. Tym ziskame niekolkonasobné skratenie celkového
Casu optimalizacného vypoctu.

— Optimdlne generovanie kandiddtov na rieSenie: na rozdiel od paralelizacie, kde sa
snazime v jednom case sucasne vykonat ¢o najviac stacionarnych vypoctov, tu sa
naopak snazime upravit algoritmus tak, aby bolo potrebné urobit ¢o najmensi pocet
stacionarnych vypoctov, a tym sa znizil celkovy ¢as optimalizacného vypoctu. Snazime
sa to dosiahnut pomocou optimalneho generovania kandidatov na riesenie. Tento
ciel sa snaZime dosiahnut pomocou vyberu vhodnej modifikacie algoritmu
a optimalneho nastavenia riadiacich parametrov algoritmu. Na to, aby sme mohli
jednotlivé modifikacie kvalitativne porovnavat, sme zaviedli parameter ,,UspeSnost”.
Je to pomer medzi poétom pripustnych rieSeni ku poctu vsetkych kandidatov na
rieSenie za cely ¢as optimalizacného vypoctu. Pomocou parametra Uspesnosti sme
testovali viacero spésobov generovania potomkov a analyzovali jeho sprdvanie pri
réznych hodnotach riadiacich parametrov. Ako najefektivnejSi sa ukazal sp6sob



vypoctu len s jednym rodiCom. V tejto oblasti ale stale zostava priestor na dalsi
vyskum a testy.

Pre vybere ¢lenov novej populdcie sme zostali pri sp6sobe definovanom modifikaciou (u + A)-
ES, teda Ze o ucast vnovej generacii spolu sutaZia rodicCia spolu so vsetkymi novymi
potomkami. Samotny vyber ¢lenov novej populdcie je realizovany tak, Ze zo vSetkych
jedincov, ktori sa zucastfiuju vyberu, sa vyberie prave pu jedincov s najlepSou hodnotou
ucelovej funkcie.

Pre zlepSenie konvergenénych vlastnosti algoritmu sme zaviedli niekolko modifikdcii. Prvou
znich je modifikacia pravidla 1/5-vej uUspesnosti, ktorou sme sledovali zlepsenie
konvergenénych vlastnosti v zaverecnej Casti optimalizaéného vypoctu. Tato modifikacia je
realizovana tak, Ze na zaCiatku je potrebné zadat poradové Cislo m a koeficient 0 < a < 1.
Potom po kazdej m-tej generacii kazdému jedincovi tejto generacie vynasobime vsetky jeho
smerodajné odchylky parametrom «. (Tato modifikacia sa uplatfiuje iba pri m-tej, 2m-te;j,
3m-tej ... generdcii.) Touto modifikdciou sme sa snazili zlepsit konvergencéné schopnosti
algoritmu pri konci behu algoritmu, kedy uz ocakdvame, Ze sa nachddzame blizko hfadaného
globdlneho extrému. Zmensenim smerodajnych odchylok tak nutime algoritmus uZ len
lokdlne prehladavat okolie, do ktorého sa mu podarilo dokonvergovat.

Druhou modifikdciou sme sa snaZili zmensit riziko predcasnej konvergencie, alebo inak
povedané, pokusit sa zabranit algoritmu, aby dokonvergoval len do lokalneho extrému.
Dosiahli sme to spojenim principov (u + A)-ES a (u, A)-ES modifikacii evolu¢nych stratégii.
Kazdy jedinec v populacii ziskal dalsi parameter, ktory sme nazvali vek. Navyse sme zaviedli
riadiaci parameter algoritmu s ndzvom maximdlny vek rodica. Samotna modifikacia je
realizovana nasledovne: kazdému jedincovi pociato¢nej populacie sa nastavi parameter veku

na celociselnd hodnotu, ktord vyberieme pomocou rovnomerného rozdelenia

maximalny vek rodica
2

sposobom priradime hodnotu parametra veku aj kazdému novovyprodukovanému

pravdepodobnosti z intervalu ( ,maximélnyvekrodiéa). Rovnakym

potomkovi. Kazdému jedincovi, ktory sa stane sucastou dalSej generacie, sa zniZi vek o jeden.
Rodi¢om sa modze stat len ten ¢len populacie, ktorého vek je vacsi ako 0. Motivaciou bola
snaha o vyvaZenie vyhod a nevyhod obidvoch modifikacii (u + A)-ES a (u, A)-ES. Modifikacia (u
+ A)-ES zarucuje prehladavanie priestoru pripustnych rieseni v okoli miesta, ktoré je prave
v ase vypocltu povazované za najlepsieho kandidata na rieSenie, ¢o ale méze viest ku
konvergencii do lokalneho extrému. Naopak, (u, A)-ES modifikacia zarucuje, Ze nova
generacia bude obsahovat vidy novych jedincov, ¢o zvySuje prehladavacie schopnosti
algoritmu a zaroven znizuje moznost predcasnej konvergencie, ale za cenu pomalsej
konvergencie.

KedZe vo vseobecnosti optimalnu hodnotu Ucelovej funkcie nepozndame, ako ukoncovaciu
podmienku optimalizacného vypoctu sme zvolili pocet generdcii, alebo celkovy ¢as vypoctu,
alebo kombinaciu oboch podmienok. Tieto ukonCovacie parametre sa zadavaju na zacCiatku



vypoctu. Po splneni zvolenej podmienky sa vyberie jedinec s najlepSou hodnotou ucelovej
funkcie, ktory sa tym stane hfadanym optimalnym rieSenim.

Multikriteridlna optimalizacia

Zaujimavou a sucasne pre prax velmi doleZitou ulohou je optimalizdcia prepravy, ak je
vopred zadana akumuldcia. Pojmom akumulacia sa v praxi zvykne oznacovat objem plynu,
ktory sa nachddza v plynovodnom systéme. Pri optimalizathom vypocte, ktory napr.
minimalizuje mnoZstvo spotrebovanej energie, je mnoistvo plynu v systéme vysledkom
vypoctu. Ak pre nové zadanie plynarenského dna je vysledkom optimalizaéného vypoctu
stav, ktory ma vyrazne ind akumulaciu ako ma momentalny realny stav, tak nie je vypocitané
nastavenie siete (kvoli nedostatku alebo prebytku plynu v sieti) uskutocnitelné. To vedie na
multikriteridlnu Ulohu — n3djst nielen také riadiace parametre prepravy plynu, aby bola
spotreba energie (resp. technologického plynu, elektrickej energie, celkovej ceny prevadzky)
minimalna, ale aby sucasne bola odchylka akumuldcie od poZadovanej hodnoty ¢o
najmensia.

| ked nami prezentovand metdda pre rieSenie staciondrnych optimalizaénych uloh pri
preprave plynu tranzitnymi plynovodmi je dost robustna avseobecnd, jej pouZitie pre
multikriteridlne optimalizacné problémy (dalej len MOP) si vyZzadovala urcité modifikacie. Na
Urovni jedinca a jeho reprezentacie neboli potrebné ziadne modifikacie. Co bolo potrebné
upravit, bol proces priradovania hodnoty ucelovej funkcie a proces selekcie novych rodicov,
pretoZe z podstaty MOP nemusi byt kandidat na rieSenie ohodnoteny jednym cislom ale ak
uvazujeme napr. kroznych kritérii hodnotu Ucelovej funkcie moéZeme reprezentovat
k-rozmernym vektorom redlnych Cisiel. Treba vziat do Gvahy aj to, Ze len velmi malo MOP
ma jediné optimalne rieSenie. Zvyc€ajne sa snazime najst celd mnozinu Pareto optimalnych
rieSeni. Tento pojem ako prvy zadefinoval taliansky ekonédm Vilfredo Pareto.
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Obrazok ¢. 2. Modré body reprezentuju konecnu aproximdciu Paretovho frontu, sivé kruzky reprezentuju vsetky
predchddzajiice aproximdcie Paretovho frontu pocas optimalizacného vypoctu s dvoma kritériami: minimdlna
odchylka od zadanej akumuldcie v kg a sucasne minimdlna spotreba energie v GJ.

Povieme, Ze pripustné rieSenie multikriteridlnej optimalizacie x dominuje pripustnému
rieSeniu y, ak pre Vi =1,2,..,k fi(x) = f;(y) a sulasne existuje aspon jedno i také, Ze
fi(x) > f;(y). Nech Pje podmnoZina mnoZiny pripustnych rieSeni. Pripustné riesenie
multikriteridlnej optimalizacnej ulohy, pre ktoré neexistuje pripustné rieSenie z P, ktoré by
mu dominovalo, budeme nazyvat nedominované vzhladom na P. PodmnoZina vsetkych
nedominovanych rieSeni z mnoziny vSetkych pripustnych rieSeni sa nazyva Paretova mnoZina
(alebo mnozina Pareto optimalnych rieSeni) a obraz tejto mnoZiny v priestore ucelovej
funkcie nazyvame Paretov front (obr. €. 2).

Pozname ([17]) viacero pristupov na rieSenie MOP pomocou populaénych algoritmov.
Zaujimavé je, Ze aj napriek potencialu evolu¢nych optimalizacnych technik pre rieSenie MOP,
naznacenému Rosenbergom v jeho dizertaénej praci z roku 1967 [18], zostala tato oblast
neprebadana takmer 25 rokov.
V principe moZeme pristupy k rieSeniu MOP rozdelit do dvoch tried

— agregacny pristup,

— Paretov front.



Agregacny pristup je zaloZeny na vdienom sucte jednotlivych zloZiek vektorovej ucelovej
funkcie f(x), teda definujeme novu ucelovu funkciu ako

k
FO = ) wifi().

Vyhodou je, Ze pri takomto pristupe nie je potrebné upravovat pouzity evolucny algoritmus.
Tento pristup je vhodny pre jednoduchsie MOP s len niekolkymi zlozkami Ucelovej funkcie
f(x) a s konvexnou mnoZinou pripustnych rieseni. Problémom moze byt ndjdenie spravnych
hodnét vah w;, ak nemame dostatoéné vedomosti o podstate riesenej tlohy. Daleko vacsi
problém vsak nastane, ak nie je Paretov front konvexny. V takom pripade bez ohladu na
volbu vah w; nedokaze takyto pristup generovat skuto¢né Pareto optimalne rieSenia [19].

V druhej triede pristupov na rieSenie MOP pomocou Paretovho frontu je mnoiZstvo
modifikacii r6znych druhov evolu¢nych algoritmov tak, aby hladali aproximdciu Paretovho
frontu. V tejto oblasti bolo publikovanych mnoho prac a existuje niekolko aplikacii v praxi
[20]. Vysledky vyskumu v tejto oblasti vSak ukazuju, ze klu¢ovymi prvkami pre dosiahnutie
uspokojivého vysledku je elitarizmus a r6znorodost populacie.

Pozndmka: Pod pojmom elitarizmus mdme na mysli princip, podla ktorého sa na tvorbe novej
populdcie podielaju len najlepsi jedinci v populdcii.

Preto sme aj my pri Uprave nasho algoritmu pre rieSenie MOP mali tieto vysledky na zreteli.
V algoritme evoluénych stratégii pre jednokriteridlnu optimalizaciu zoradime jedincov podla
hodnoty ucelovej funkcie a vyberieme u najlepsSich jedincov, ktori sa stand novymi rodi¢mi.
V pripade MOP za najlepsich jedincov budeme brat nedominovanych jedincov vzhladom na
vietky doteraz vygenerované pripustné rieSenia. MnozZina vSetkych nedominovanych
jedincov v aktualnej populacii jedincov bude tvorit aproximaciu Paretovho frontu. Ak je
pocet nedominovanych jedincov rovny u, prave tito nedominovani jedinci budu novi rodicia.
Komplikacia nastane v pripade, ked nedominovanych jedincov z aproximacie Paretovho
frontu je viac, alebo menej ako u. Pre tieto dva pripady sme navrhli rieSenia s ohfadom na
vySSie spominany princip elitarizmu a r6znorodosti populdcie

1. Pripad, ked' jedincov Paretovho frontu je viac ako potrebnych rodi¢ov: Rodicov sme
vyberali tak, aby ¢o najrovnomernejsie pokryvali aproximaciu Paretovho frontu. To
znamena, Ze pri vybere rodiCov vynechdame prave tych nedominovanych jedincov,
ktori su najblizsie inym nedominovanym jedincom.

2. Pripad, ked' jedincov Paretovho frontu je menej ako potrebnych rodicov: Chybajucich
jedincov sme vyberali tak, aby boli ¢o najblizsie k aproximdcii Paretovho frontu.



Zaver

V praci sme sa zaoberali implementdciou stochastickej populaénej metddy evoluénych
stratégii na rieSenie viacerych tried optimalizaénych uloh vznikajucich pri realnej preprave
zemného plynu. Konkrétne sa rozoberali nasledujuce ulohy:

— urcenie maximalneho prietoku sustavou podla viacerych kritérii,

— minimaliza¢né ulohy (napr. minimalizacia spotrebovanej energie alebo spotreby
plynu na pohon, resp. minimalizacia celkovych prevadzkovych nakladov pri vopred
zadanych prepravnych poziadavkach),

— multikriteridlna optimalizdcia (napr. ur¢enie maximalneho prietoku sustavou, pricom
je zadané celkové mnozstvo plynu v potrubnej sustave a suéasne sa pozaduje
minimalizacia spotreby energie).

Pri klasickom pristupe k rieSeniu takychto uloh na potrubnych systémoch so zloZitymi
kompresorovymi stanicami (mnoho druhov kompresorov s réznymi moznymi zapojeniami) je
potrebné hladat velké mnoZstvo parametrov. Napr. v kontexte slovenskej tranzitnej siete,
ktord obsahuje Styri kompresorové stanice aza predpokladu, Ze by nds zaujimalo len
optimalne nastavenie prdve tychto Styroch kompresorovych stanic, by sa jednalo priblizne
0120 celocdiselnych premennych (reprezentujucich stav jednotlivych kompresorov
(zapnuty/vypnuty) a spésob zapojenia (sériovo/ paralelne)) a rovnaky pocet realnych cisiel
reprezentujlcich otacky kazdého kompresora. To vedie k netinosnému predizeniu ¢asu
vypoctu, ktory by bol potom v praxi prakticky nepouzitelny.

Jednym z najzakladnejsich prinosov tejto prace, okrem samotnej implementacie evoluénych
stratégii, je preto navrh na efektivnhu eliminaciu velkého mnozstva hladanych parametrov
a ich nahradenie mensim poctom inych parametrov. Konkrétne sa namiesto hladania poctov
a otacok kompresorov a spésobu ich zapojenia do prevadzky hlada pre kazdu kompresorovu
stanicu jediny parameter — kompresny pomer tejto kompresorovej stanice. Takéto podstatné
zmensenie dimenzionality problému ma za nasledok vyrazné znizenie ¢asu vypoctu. Tento sa
da este dalej skratit vyuzitim paralelizacie vypoctov na viacjadrovych procesoroch.

Navrhnuty pristup sme overili na redlnom modeli tranzitného potrubného systému
prechadzajuceho Uzemim Slovenskej republiky. Z topologického hladiska ide o linearnu siet,
ale kvoli moznym velkym objemom prepravy tato siet obsahuje kompresorové stanice s
velkym poc¢tom réznych druhov kompresorov, ktoré mozno zapajat sériovo, paralelne, alebo
sériovo paralelne. Ako verifikacny nastroj sme pouZili implementovany algoritmus
dynamického programovania, pretoZze podla [21] dynamické programovanie zarucuje
dosiahnutie globalneho extrému.

Dosiahnuté vysledky mézeme zhrnut do nasledujicich bodov:



Implementadcia vo forme funkéného produktu

Navrhnuty optimaliza¢ny pristup bol implementovany v programovacom jazyku C++ ako
samostatny modul stacionarnych optimalizacnych vypoctov v ramci softvérovej aplikacie
MARTI Studio. Je navrhnuty tak, Ze za riadiace parametre vypoctu je mozné definovat nielen
kompresné pomery na kompresorovych staniciach, ale v podstate [ubovolny parameter siete
(napriklad okrajové podmienky vo vystupnych uzloch siete, alebo regulacny tlak na
reguldtoroch) ¢im sme dosiahli moZnost jednoducho zadat a riesit Sirokd triedu uloh
stacionarnych optimalizacii.

Paralelizdacia algoritmu s vyuZitim viacprocesorovej architektury

Dosiahnutie tohto ciela nam pomohlo udrzat dobu vypoctu na pripustnej Grovni tak, aby nas
pristup bol vyuzitelny aj v praxi, ked" dispeceri prevddzky maju na svoje rozhodnutia len
relativne kratky (desiatky minut) ¢as.

Heuristiky pre zlepsSenie konvergencnych vlastnosti algoritmu

Pre zlepSenie konvergencénych vlastnosti algoritmu a zniZzenie celkového poctu potrebnych
stacionarnych simuldcii a tym zniZenie celkového ¢asu vypoctu sme zaviedli dve heuristiky.
,Vek rodica“, ktorym sa snaiime zabranit predcasnej konvergencii tym, Ze dovolime
kazdému rodicovi len obmedzeny pocet generdcii podielat sa na tvorbe novej populacie.
,Riadené zniZovanie smerodajnych odchyliek o“ zabezpecilo rychlejSiu konvergenciu ku
koncu vypoctu.

Overenie algoritmu na redlnom probléme a analyza riadiacich parametrov algoritmu

Vdaka dlhodobej spolupraci s priemyslom zabezpecujlicim tranzitni prepravu zemného
plynu plynovodom prechadzajicim Gzemim Slovenskej republiky sme boli schopni otestovat
nas pristup a samotnu implementdciu na modeli redalneho potrubného systému v redlnych
prevadzkovych podmienkach a overit mozZnosti rieSeni spominanych realnych praktickych
uloh. Taktiez sme vykonali komplexnd numerickd analyzu riadiacich parametrov na
konkrétnych redlnych ulohach z praxe a odhadli optimalne nastavenie riadiacich parametrov
algoritmu.

Modifikdcia algoritmu pre rieSenie multikriteridlnej optimalizdcie

Redlne ulohy nas priviedli k potrebe implementovat aj moznost multikriteridlnej
optimalizacie, na ktord vedie mnozstvo redlnych inZinierskych problémov. MoZnost poditat
multikriteridlnu optimalizaciu sa stalo kompaktnou sucastou nami realizovanej softvérovej
implementacie.



Vlastna publika¢na a prezenta¢na Cinnost’ stvisiaca s pracou

Niektoré aspekty problémov optimalizacie na plynovodnych sietach budu prezentované
v roku 2016 na Studentskej medzinarodnej konferencii ISCAMI (International Student
Conference on applied Mathematics and Informatics) v Ceskej republike.

Vysledky prace budu prezentované v roku 2016 v ¢asopise Tatra Mountains Mathematical
Publications.

Summary

The purpose of this work was to design a suitable methodology to solve selected tasks from
the field of gas transport optimization in pipeline systems. Modifications of evolution
strategy algorithms to solve optimization problems of gas transport have been developed.
Testing of the algorithms has been realized by a software implementation on a model of real
transmission pipeline system.
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